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ÚvodTehniké disiplíny v stavebnítve ako napr. geodézia, geológia, statika budov apod. praujú s geometrikými a fyzikálnymi veli£inami a skúmajú tak proesy, ktorévplývajú na na²e prirodzené aj umelo dotvorené prostredie. Zdokona©ovanie mera-íh prístrojov a automatizáia zberu údajov umoº¬ujú stále detailnej²í monitoringtýhto proesov, pohopite©ne, ruka v ruke s efektívnymi metódami spraovania.V geodézii je jedným z hlavnýh záujmov presné ur£enie polohy bodu (nielen)na zemskom povrhu a pre tento ie© existuje ve©ké mnoºstvo prístrojov a tehník,ktorými sa realizujú v²etky potrebné sprostredkujúe veli£iny. V sú£asnosti moºnoza najefektívnej²í nástroj na ur£enie polohy povaºova´ systémy vyuºívajúe obehumelýh druºí okolo Zeme, menovite ameriký GPS, ruský GLONAS, £i európskyprojekt Galileo, ktoré pri aplikáii ²peiálnyh geodetikýh tehník dosahujú aºmilimetrovú presnos´. Pre zvý²enie presnosti v komer£nej praxi i pre výskumé ú£elysú na referen£nýh bodoh zriadené trvalé observáie. Výsledné realizáie polohy(vektorová náhodná premenná v troh priestorovýh zloºkáh) sú vo forme £asovéhoradu enným zdrojom informáií o proesoh podie©ajúih sa na dynamike jednéhobodu alebo/a elého územia.Analýza £asovýh radov má v ²tatistike pomerne silnú podporu, najmä v¤aka ap-likáiám v ekonómii a �nan£nítve, pre ktoré vä£²ina doteraz v²eobene pouºívanýhmatematikýh modelov a tehník vznikla. Najpopulárnej²ou modelovou ²truktúroupre popis soiálno-ekonomikýh proesov je autoregresia, teda odvodenie aktuál-neho stavu daného proesu od jeho minulýh efektov. Táto my²lienka sa ukázalaako ve©mi výhodná aj pri predpovediah do budúnosti a v predkladanej prái tvorízáklad pre uvedenie ¤al²íh vylep²ení. Na druhej strane a v kontraste s týmtoprístupom stojí h©adanie vz´ahov medzi sú£asnými prejavmi skúmaného proesuvo viaerýh premennýh s ie©om pohopi´ interakie v ur£itom systéme (príroda,©udská spolo£nos´). Perfektným príkladom modelovania vz´ahov sú tzv. kopule.V praxi sa v²ak £oraz £astej²ie za£ína vyskytova´ otázka individuálnej dynamikya vzájomnýh vz´ahov sú£asne, preto aj na²a práa sa nesie v duhu modelovaniaviarozmernýh náhodnýh premennýh (¤alej tieº ozna£ované ako viarozmernémodelovanie), ktoré dokáºe lep²ie postihnú´ vlastnosti reálneho sveta ako doterazpouºívané jednorozmerné modely.1 Sú£asný stavPod pojmom £asový rad {y1, y2, . . . yn} rozumieme sekveniu údajov usporiada-nýh vzostupne pod©a ih £asového indexu, získanýh pri pozorovaní ur£itého javuako realizáiu stohastikého proesu £i uº ez priamo merané alebo odvodené ná-hodné veli£iny, zvy£ajne v kon²tantnom £asovom rozostupe. Zjednodu²ený zápisje yt, pre t = 1, 2, . . . n, kde t je £asový index a n d¨ºka £asového radu. Hlavnýmzmyslom analýzy £asovýh radov je pohopi´ mehanizmus, ktorý generuje meranéúdaje, a predpoveda´ hodnoty v £ase, pre ktorý merania nie sú dostupné.V sú£asnej, nielen geodetikej praxi je stále roz²írené modelovanie jednorozmer-nýh £asovýh radov a to pomoou rozkladu do ²tyroh základnýh zloºiek [4℄:- trend, odráºa dlhodobé zmeny v priemernom hovaní £asového radu, napr.2



vplyvom systematikýh zloºiek p�sobiaih v jednom smere,- sezónna zloºka, popisuje periodiké zmeny, ktoré sa odohrávajú behom jednéhod¬a, roka alebo inej prirodzenej periódy,- ykliká zloºka, menej pravidelné a v £ase sa meniae �uktuáie okolo trendu,- reziduálna zloºka, je tvorená náhodnými výkyvmi bez rozpoznate©ného syste-matikého harakteru.Reziduá v sebe nesú mnoºstvo informáií, a preto sa na¤alej analyzujú, naj£astej²iepomoou tzv. Box-Jenkins metodológie, ktorá zah¯¬a ²irokú skupinu lineárnyhmodelov po£nú autoregresným modelom rádu p, skrátene AR(p),
yt = φ1yt−1 + φ2yt−2 + · · · + φpyt−p + εt, (1)kde φi, i = 1, . . . p, sú neznáme parametre a εt predstavuje rad nekorelovanýhnáhodnýh veli£ín s rovnakým rozdelením pravdepodobnosti s kon²tantnou stred-nou hodnotou (naj£astej²ie nulovou) a s kon²tantným rozptylom σ2

ε , tzv. biely²um. Z ¤al²íh lineárnyh modelov sa zvyknú aplikova´ model k¨zavýh priemerov(moving average) MA, zmie²aný model ARMA a model nestaionárnyh £asovýhradov ARIMA (pozri napr. [1℄[2℄[7℄). Odhad parametrov je otázka beºnej metódynajmen²íh ²tvorov (MN�) a v sú£asnosti existujú mnohé softvéry, ktoré (bu¤ akosamostatné výpo£tové systémy, alebo doplnkové balíky pre ne) umoº¬ujú vybudo-vanie modelu od predbeºnej diagnostiky, ez ur£enie rádu, odhad aº po testovaniereziduí a predpovede. Za v²etky spome¬me balík Time Series pre komer£ný systémMathematia, alebo stats pre podobne zamerané, ale vo©ne ²írite©né programovaieprostredie R. Uvedené softvéry zárove¬ zvládajú aj viarozmerné mutáie lineárnyhmodelov, napr. vektorový autoregresný model rádu p VAR(p) de�novaný vz´ahom
yt = Φ1yt−1 + Φ2yt−2 + · · · + Φpyt−p + εt, (2)kde yt = (y1t, . . . ykt) je k-rozmerná vektorová náhodná premenná, Φi je k×k matianeznámyh parametrov a εt je vektor jednotlivo nekorelovanýh (ani s vlastnou anis históriou ostatnýh) proesov bieleho ²umu. Ak sú hodnoty y v £ase t ovplyv-¬ované nielen predhádzajúimi hodnotami yt−1, . . .yt−p ale aj tzv. exogénnymivysvet©ujúimi premennými, povedzme xt = (x1t, x2t, . . . xlt), kde l je ih po£et,model skúmanej veli£iny yt v konkrétnom £ase t je postavený na jej vz´ahu k rov-nako aktuálnym hodnotám xt. Príkladom m�ºe by´ regresia závislosti deformáiestavebného objektu od teploty, prípadne vlhkosti vzduhu, objemu dopravy v jehoblízkosti a ¤al²íh exogénnyh premennýh stohastikej povahy alebo aj priamo odniektorej deterministikej veli£iny, naj£astej²ie £asu. Pre úplnos´ dodajme, ºe nieje nereálny ani v²eobenej²í VAR model, kde do regresie vstupujú sú£asné a/alebominulé hodnoty modelovanýh aj vysvet©ujúih premennýh, ak takýto model máreálny podklad a vieme ho rozumne interpretova´.Pri viarozmernom modelovaní nestaionárnyh £asovýh radov, zvlá²´ zavede-ním vysvet©ujúej premennej vzniká riziko tzv. falo²nej alebo zdanlivej regresnejzávislosti, kedy dve alebo via premennýh má ve©mi podobný priebeh v dlhodobom3



horizonte a koe�ient determináie regresie jednej od ostatnýh hovorí v prospehzávislosti, av²ak tým e²te nepotvrdzuje aj ih krátkodobé previazania. Znamená to,ºe ih nemusí generova´ ten istý proes. V súvislosti s lineárnymi modelmi sa vynárai ¤al²ia otázka, a to £i modelované závislosti sú v�be lineárne alebo proes gene-rujúi pozorované údaje neprebieha v ur£itýh reºimoh, ako napr. voda, ktorejprejavy sú prítomné takmer v²ade, a ktorej vlastnosti úzko súvisia s jej skupen-stvom, teda sa skokovo menia s teplotou. Napokon, hoi klasiký regresný prístupje ²iroko vyuºite©ný, limituje analýzu klasi�kovaním veli£ín na modelované (závislé)a vysvet©ujúe (nezávislé) premenné, zatia©£o ná² zámer m�ºe by´ v²eobenej²í a sú-stre¤ova´ sa na pohopenie rozdelenia v systéme observovanýh veli£ín, na zdruºenérozdelenie pravdepodobnosti.Modely s premenlivými reºimamiViareºimový autoregresný model patrí do skupiny nelineárnyh, presnej²ie po-kúskoh-lineárnyh modelov, ktoré vynikajú dobrou interpretovate©nos´ou a moº-nos´ou predikie. Prehod medzi reºimami je stohastiký, riadený reláiou tzv.indika£nej premennej zt, ktorá je pozorovate©ná, a prahu r. Typiký k-rozmerný2-reºimový model so skokovým prehodom � TAR model � v matiovom zápise mátvar
yt = Φ1X t1(zt≤r) + Φ2X t1(zt>r) + εt, (3)kde yt je k×1 modelovaný vektor, X t je K-rozmerný regresný vektor, Φj , j = 1, 2, je

k×K matia neznámyh parametrov j-teho reºimu, a funkia 1A nadobúda hodnotu1, ak udalos´ A nastane, v opa£nom prípade je rovná nule. Na druhej strane k-rozmerný 2-reºimový model s hladkým (alebo spojitým) prehodom � STAR model� má tvar
yt = Φ1X t(1 − G(zt, γ, r)) + Φ2X tG(zt, γ, r) + εt, (4)kde G(zt, γ, r) je aspo¬ dva razy diferenovate©ná prehodová funkia. Parameter

γ > 0 ur£uje "hladkos´" prehodu (pre γ → ∞ je prehod skokový, pre γ → 0je prehod plynulý). Na Obr.1 sú zobrazené (pre r�zne hodnoty γ a r = 0) dvenaj£astej²ie pouºívané prehodové funkie, logistiká prvého rádu a exponeniálna,
G(zt, γ, r) =

1

1 + e−γ(zt−r)
, G(zt, γ, r) = 1 − e−γ(zt−r)2 , γ > 0. (5)Regresný vektor obsahuje kon²tantný £len a v²etky uvaºované £asovo posunuté en-dogénne (modelované) a exogénne (vysvet©ujúe) veli£iny (s moºným £asovým po-sunutím). �o sa týka indika£nej premennej zt, tá sa zvykne de�nova´ ako

zt = ξt−d, (6)kde ξt predstavuje nejakú pozorovate©nú veli£inu a d je prirodzené £íslo.Výstavba viareºimového modelu pozostáva podobne ako pri lineárnyh mode-loh z nieko©kýh krokov. Predbeºná analýza v²ak uº zahr¬uje aj testovanie nulovejhypotézy o linearite oproti alternatívnej o 2-reºimovej nelinearite. K dispozíii súdva testy. Prvý navrhol Tsay v [18℄ na podklade viarozmerného modelu s pre-menlivými reºimami av²ak so skokovým prehodom (TAR model), druhý vznikol na4



Obrázok 1: Logistiká a exponeniálna prehodová funkiajednorozmernom STARmodele a vyuºíva Lagrangeove multiplikátory (LM). Oba po-£ítajú so základnou de�níiou indika£nej premennej (6). Testom linearity sa vyberienajlep²ia indika£ná premenná aj s oneskorením d. �alej nasleduje odhad paramet-rov a výber najefektívnej²ieho modelu, ozna£ovaný ako selekia modelu. Oba úkonymoºno spoji´ do jedného a odhadnú´ neznáme parametre minimalizáiou informa£-nýh kritérií, ako je napr. Shwarzovo BIC.Modelovanie spolo£ného trendu a sezónnej zloºkyPri modelovaní vektorovej veli£iny sa nezriedka stáva, ºe dve alebo via jej zlo-ºiek obsahuje trend alebo sezónnu zloºku. Ak tieto vlastnosti nesú spolo£né £rty,je moºné, ºe pozorované £asové rady generuje ten istý proes. To sa dá vyuºi´ nazníºenie po£tu odhadovanýh parametrov £i dokona spresnenie predpovedí. Na-vy²e, vy²etrovanie prítomnosti spolo£nýh vlastností pomáha predhádza´ riziku uºspomínanej zdanlivej regresie.Predpokladajme VAR(p) model k-rozmerného nestaionárneho £asového radu[1℄, staionarizovate©ný prvými difereniami,
yt = µ + Ωδt + Φ1yt−1 + · · ·+ Φpyt−p + εt, (7)ktorý obsahuje kon²tantný £len a deterministikú zloºku δt (s deterministikýmtrendom alebo sezónnymi premennými), ¤alej µ, Ω a Φi, i = 1, . . . p, sú parametremodelu a εt opä´ predstavuje k-rozmerný gausovský proes bieleho ²umu. Tentomodel po nieko©kýh elementárnyh úpraváh zapí²eme v tvare tzv. modelu korekiehyby (error-orretion, ECM)
∆yt = µ + Ωδt +

p−1
∑

i=1

Γi∆yt−i + Πyt−p + εt, (8)kde Γi = (Φ1 + · · · + Φi) − I, pre i = 1, 2, . . . p − 1, Π = (Φ1 + · · · + Φp) − I, a
I je jednotková matia. Model ECM obsahuje na jednej strane krátkodobé vz´ahymedzi proesmi, £o sú vz´ahy medzi diferenovanými (staionárnymi) proesmi, nadruhej strane zah¯¬a vz´ahy dlhodobé, obsiahnuté v parametrikej matii Π. Tum�ºu nasta´ tri situáie: 1) matia Π má plnú hodnos´, £o znamená, ºe £asovýrad je generovaný staionárnym vektorovým proesom; 2) hodnos´ Π je nulová,diferenovaním nedohádza ku strate dlhodobýh vz´ahov medzi £asovými radmi,5



pretoºe ºiaden neexistuje; 3) hodnos´ matie je r, 0 < r < k, niektoré £asové radynem�ºu by´ staionarizované diferenovaním bez straty informáie, pretoºe ih line-árne kombináie s inými £asovými radmi uº staionárne sú (tieto rady sa nazývajúkointegrované). V poslednom prípade matiaΠ m�ºe by´ vyjadrená ako sú£in dvohmatí α a β, obe s rozmerom k × r a hodnos´ou r, platí teda Π = αβ′. Ke¤ºe
yt je nestaionárny, jeho diferenie ∆yt sú v²ak staionárne a lineárna kombináia
β′yt taktieº, β moºno povaºova´ za kointegra£nú matiu zloºenú z r kointegra£-nýh vektorov a lineárna kombináia β′yt vyjadruje vz´ahy medzi stohastikýmiproesmi, ktoré sa dlhodobo presadzujú, teda akési ekvilibrium. Mieru odli²nostidlhodobýh a krátkodobýh vz´ahov udávajú parametre v α ktoré moºno hápa´ako silu potrebnú na návrat z krátkodobýh výhyliek do ekvilibria. Kon²tanty µv (8) znamenajú, ºe yt obsahuje lineárny deterministiký trend, a lineárny trend v(8) znamená kvadratiký trend v yt.Na testovanie hodnosti matie Π sa s výhodou pouºíva viarozmerná Johanse-nova metóda [14℄. Prepí²me (8) do tvaru pomonej regresie

z0t = Γz1t + Πz2t + εt. (9)Predpokladajme nateraz, ºe nestaionaritu yt sp�sobuje iba lineárny determinis-tiký trend, potom z0t = ∆yt, z1t = (1, ∆y′
t−1, . . .∆y′

t−p+1)
′, z2t = yt−p a Γ =

(µ,Γ1, . . .Γp−1). Zavedením ozna£enia M ij = n−1
∑

t zitz
′
jt, pre i, j = 0, 1, 2 a

Sij = M ij − M i1M
−1
11 M 1j , pre i, j = 0, 2, odhad kointegra£nej matie β dosta-neme rie²ením rovnie

|λS22 − S20S
−1
00 S02| = 0, (10)z ktorej sa vypo£ítajú vlastné £ísla λ̂1 > · · · > λ̂k a k nim prislúhajúe vlastnévektory v̂1, . . . v̂k. Ur£enie r sa vykoná na základe testovaej ²tatistiky LR(r) =

−n
∑k

i=r+1 ln(1− λ̂i). Za£neme testovaním nulovej hypotézy o ºiadnom kointegra£-nom vz´ahu (r = 0), ktorú zamietame, ak LR(0) je men²ia ako príslu²ná tabelovanákritiká hodnota. Postup opakujeme pre zvy²ujúe sa r a kon£íme pri prvom neza-mietnutí. Potom β̂ = (v̂1, . . . v̂r).Nájdenie r kointegra£nýh vz´ahov zna£í, ºe v k-rozmernom systéme yt musíexistova´ k − r spolo£nýh (vo v²eobenosti stohastikýh) trendov, ktoré by smedostali v lineárnej kombináii γ ′yt. Odhad k×(k−r) matie γ sa vypo£íta podobneako β̂, ale z rovnie |λS00 − S02S
−1
22 S20| = 0. Jej rie²ením sú rovnaké vlastné £íslaako z (10), no s inými vlastnými vektormi ŵ1, . . . ŵk. Potom γ̂ = (ŵr+1, . . . ŵk)(pozri [11℄).Vy²etrovanie spolo£nej deterministikej sezónnej zloºky v systéme £asovýh ra-dov je zaloºené na ve©mi podobnom prinípe [5℄, tentokrát z0t = ∆yt, z1t =

(∆y′
t−1, . . .

∆y′
t−p+1, yt−p)

′, z2t = δt, kde δt je m-rozmerný vektor deterministikýh sezónnyhpremennýh v £ase t. H©adáme vlastné £ísla sú£inu matí S−1
00 S02S

−1
22 S20 zoradenévzostupne, 0 ≤ λ1 ≤ λ2 ≤ · · · ≤ λk < 1, a im zodpovedajúe vlastné vektory

u1, . . .uk. Test redukovanej hodnosti matie Ω je znovu testom nulovýh kanoni-kýh koreláií medzi z0t a z2t. Testovaia ²tatistika LR(r) = −(n−p)
∑r

i=1 ln(1−λi)má χ2 rozdelenie pravdepodobnosti s r(k[m − 1] + r) stup¬ami vo©nosti za pred-pokladu platnosti nulovej hypotézy, ºe r najmen²íh koreláií je nulovýh. Potom
u′

i∆yt, i = 1, 2, . . . r, nie sú korelované so ºiadnou z lineárnyh kombináií zloºiek6



sezónnyh premennýh v δt, zatia© £o w′
i∆yt, i = r + 1, . . . k, nesú plnú informáiuo sezónnyh proesoh.Modelovanie závislosti pomoou kopúlModelovanie sú£asne viaerýh náhodnýh premennýh sa nemusí obmedzova´iba na regresiu, kde niektoré premenné sú ozna£ené za endogénne a ostatné za exo-génne, takisto nás nemusí vºdy zaujíma´ £asový vývoj skúmanýh javov (ak v�benejaký je). V takom prípade skúmame zdruºené rozdelenie systému dvoh aleboviaerýh pozorovanýh veli£ín, aby sme dostali informáiu o ih vzájomnom previa-zaní a tvar marginálneho rozdelenia pravdepodobnosti, ktoré popisuje individuálnevlastnosti kaºdej z nih. Problém nastáva, ke¤ jeho jednorozmerné rozdelenia niesú z tej istej triedy pre kaºdú náhodnú premennú v systéme, pretoºe nem�ºu tvori´marginálie klasikýh zdruºenýh rozdelení (ako napr. normálneho, gama, £i rozde-lení extrémnyh hodn�t). Modelovanie je takto obmedzené na náhodné premennés rovnakým jednorozmerným rozdelením pravdepodobnosti, £o je síe v geodéziipri prevahe normálneho rozdelenia meraní beºná, no nie výlu£ná skúsenos´, ke¤ºeinterdisiplinarita geodézie po£íta s vyuºitím aj napr. hydro-meteorologikýh po-zorovaní.Modelovanie závislostí zaloºené na kopuliah je u²etrené tohto obmedzenia. Uva-ºujme pre jednoduhos´ dvojiu spojitýh náhodnýh premennýh (X, Y ) ktorejrealizáiu ozna£íme (x, y). Pod©a známej Sklarovej vety, akáko©vek zdruºená distri-bu£ná funkia H(x, y) m�ºe by´ vyjadrená v tvare

H(x, y) = C
(

F (x), G(y)
)

, x, y ∈ ℜ (11)kde F (x) a G(x) sú marginálne distribu£né funkie a C : [0, 1]2 → [0, 1] je kopula.Hlavný prínos je v tom, ºe takýto prístup umoº¬uje výber modelu závislosti medzi Xa Y , reprezentovanom kopulou, nezávisle od vo©by marginálnyh rozdelení. Modelzostane rovnaký i po zmene mierky - akejko©vek monotónnej transformáii - realizáií©ubovolnej z náhodnýh premennýh.V sú£asnosti je teória kopúl pomerne dobre rozpraovaná, rozsiahly úvod moºnonájs´ napr. v [16℄, aplikáie sú v²ak stále v po£iatkoh, prevaºuje oblas´ pois´ovní-tva [9℄ a hydrológie [10℄.2 Ciele dizerta£nej práeCiele a obsah dizerta£nej práe moºno zhrnú´ do nasledujúih bodov:
• tehniky modelovania £asovýh radov, ktoré pom�ºu pohopi´ osobitosti a/ale-bo spolo£né vlastnosti proesov p�sobiaih v systéme skúmanýh veli£ín;
• viarozmerné modely vystihujúe premenlivos´ reºimov v prírodnýh proe-soh;
• modely umoº¬ujúe vyuºi´ spolo£né zloºky v £asovýh radoh na zefektívnenieanalýzy a spresnenie predpovedí; 7



• modely zdruºeného rozdelenia náhodnýh premennýh v pravdepodobnostnompriestore, ktoré osobitne popisujú individuálne vlastnosti premennýh a oso-bitne ih "kolektívne" vlastnosti;
• zlep²enie teoretikýh moºností niektorýh modelov, najmä ih zov²eobene-nie;
• poskytnú´ ²irokoú£elný a £o najvia üser-friendy" súbor algoritmov pre vý-po£tový systém Mathematia (postup ²pei�káie modelu, test nelinearity,podmienený odhad parametrov viareºimového modelu, predpovedanie, trans-formáia pod©a spolo£nýh komponentov, modelovanie závislostnej ²truktúryv zdruºenom rozdelení).3 Dosiahnuté výsledky3.1 Viareºimové modely so spojitým prehodomAko sme spomenuli, v TAR a STAR modeloh sa indika£ná premenná de�nujevz´ahom (6) ku ktorému je uvádzaný aj postup výstavby modelu od testovania linea-rity aº po vyhodnotenie adekvátnosti modelu. V na²ej prái pouºívame v²eobenej²ísp�sob kon²trukie zt a to aplikáiou agrega£ného operátora A,

zt = A(ξt−1, . . . , ξt−d). (12)Príkladom agrega£ného operátora z Rd do R je váºený priemer alebo tzv. usporia-daný váºený priemer (OWA operátor), kde diverzita v de�novaní váh pokryje ²iroképotreby praktikýh aplikáií. �peiálnym prípadom sú minimum, maximum, arit-metiký priemer, ale aj projekia do súradnie ξt−d pouºitá v (6). Via o kon²trukiia vlastnostiah agrega£nýh operátorov v [3℄.�o sa týka testovania linearity yt, pre Tsayov test sme v na²ej prái odvo-dili v²eobenej²í postup uvaºujú (12). Za£ína klasikou lineárnou (auto)regresiou
yt = ΦX t +εt, v ktorej jednotlivé vrstvy (usporiadané pod©a £asu) preusporiadamevzostupne pod©a narastajúih hodn�t zt, takºe yt(i) = ΦX t(i) + εt(i), kde t(i) je£asový index z(i), teda i-teho najmen²ieho prvku premennej zt pre i = 1, . . . n, skrá-tene zt(i) = z(i). Takéto usporiadanie neovplyvní dynamiku modelovanýh £asovýhradov a navy²e transformuje poteniálny dvojreºimový model na jednoduh²í prob-lém jediného zlomového bodu, tj. bodu, kde dohádza ku zmene reºimov. Ten sa dádetekova´ napr. pomoou prediktívnyh reziduí εt(i+1). Za predpokladu linearity ytje rekurzívny odhad z preusporiadanej regresie metódou najmen²íh ²tvorov kon-zistentný a prediktívne reziduá sa blíºia k bielemu ²umu, nie sú teda korelované sregresorom X t(i+1). Neh Φ̂ñ je MN� odhad parametra Φ z údajov asoiovanýh s
ñ najmen²ími hodnotami zt a

η̂t(ñ+1) =
yt(ñ+1) − Φ̂ñX t(ñ+1)

[

1 + {X ′
t(ñ+1)V ñX t(ñ+1)

]1/2sú ²tandardizované reziduá z 1-krokovýh predpovedí v preusporiadanej regresii s
V ñ =

[

∑ñ
i=1 X t(i)X

′
t(i)

]−1. Potom z regresie η̂t(j) = ΨX t(j) + wt(j), j = ñ0 +8



1, . . . n, kde ñ0 ozna£uje ²tartovaí bod rekurzívneho odhadu (²tandardne ñ0 ≈
3
√

n), testujeme hypotézu H0 : Ψ = 0 oproti H1 : Ψ 6= 0 pomoou testovaej²tatistiky
C = [n − ñ0 − K] × (ln |S0| − ln |S1|), (13)kde

S0 =
1

n − ñ0

n
∑

j=ñ0+1

η̂t(j)η̂
′
t(j), S1 =

1

n − ñ0

n
∑

j=ñ0+1

ŵt(j)ŵ
′
t(j).Za predpokladu platnosti nulovej hypotézy linearity yt, C je náhodná premenná sasymptotikým χ2 rozdelením pravdepodobnosti s kK stup¬ami vo©nosti.Druhý z testov linearity, tzv. LM test sa v dostupnej literatúre prevaºne uvádzapre jednorozmerný prípad, pod©a na²ih vedomostí iba [19, s.93�94℄ poskytuje via-rozmerné roz²írenie. Ako sme zistili, toto rie²enie nesedí pre jeden rozmer, preto smena základe porovnania s niektorými podobnými ²tatistikými testami navrhli korek-iu v stup¬oh vo©nosti χ2 rozdelenia pravdepodobnosti testovaej ²tatistiky. Hoiasymptotiké vlastnosti takto roz²íreného a upraveného testu neboli teoretiky do-kázané, experimentálne skúsenosti na simulovanýh údajoh a pomerne dobrá zhodas Tsayovým testom v detekii nelinearity nás povzbudzuje k zaradeniu výsledku dotejto kapitoly.LM test pouºíva kostru viareºimového modelu so spojitým prehodom na vy-jadrenie nulovej hypotézy ako rovnosti Φ1 = Φ2 alebo γ = 0 oproti alternatívnejhypotéze nerovnosti. V súvislosti s testovaním £asto spomínaný problém neidenti�-kovanýh parametrov v de�níii nulovej hypotézy (pozri napr. [8℄) tu je vyrie²ený ap-roximáiou prehodovej funkie G(zt, γ, r) Taylorovým polynómom vhodného ráduokolo γ = 0. V prípade logistikého STAR najvhodnej²ím sa javí tretí rád ([15℄),zatia©£o druhý rád sa odporú£a pre exponeniálnu prehodovú funkiu ([6℄). Poúpraváh dostaneme pomonú regresiu

yt = β0,0 + β′
0X t + β′

1X tzt + β′
2X tz

2
t + β′

3X tz
3
t + et, (14)pre logistiký prehod a (14) s extra £lenom β′

4X tz
4
t pre exponeniálny. Parametre

βi = (βi,0, βi,1, . . . βi,K−1)
′, i = 0, 1, 2, 3, 4, sú funkiami parametrov Φ1, Φ2, γ a

r. Nulová hypotéza γ = 0 teraz zodpovedá H ′
0 : β1 = β2 = β3(= β4) = 0 (tieº

et = εt). V²imnime si, ºe ak zt je jednou z premennýh zahrnutýh v X t, £leny
βi,0z

i
t, i = 1, 2, 3, 4, musia by´ z pomonej regresie vylú£ené, aby sa predi²lo úplnejmultikolinearite.Testovaia ²tatistika sa vypo£íta ako

LM = n(ln |Σ0| − ln |Σ1|) (15)kde
Σ0 = n−1

∑

t

ε̂tε̂
′
t, Σ1 = n−1

∑

t

êtê
′
t,pri£om ε̂t sú reziduá odhadnuté z lineárneho modelu yt = ΦX t + εt a êt z regresie

ε̂t od X t a X tz
i
t, i = 0, 1, 2, 3, (4). Za predpokladu platnosti nulovej hypotézy,

LM má asymptotiky χ2 rozdelenie s 3kK stup¬ami vo©nosti v prípade logistikéhoprehodu, a 4kK, ak uvaºujeme exponeniálny STAR ako alternatívny model.9



Jedným z krokov výstavby modelu po testovaní linearity je výber modelu s po-moou informa£ného kritéria, napríklad Shwarzovho BIC. Verzia BIC, ktorou smeur£ili rád lineárneho VAR modelu pre ú£ely testovania linearity, uº nie je dosta£u-júa pre ur£enie rádu autoregresie STAR modelov, a to ani keby boli rády £i dokonapo£ty observáií v jednotlivýh reºimoh rovnaké. V [18℄ sa uvádza informa£né kri-térium, ktoré re²pektuje rozdielnosti v (dvoh) reºimoh, a to uº aj viarozmerného,no stále iba TAR modelu. V predkladanej prái zov²eobe¬ujeme výpo£et BIC naplatnos´ pre k-rozmerný m-reºimový autoregresný model so spojitým prehodom.Roz²írme model (4) do m reºimov (iné moºnosti sú napr. v [17℄), kaºdý s vlast-ným regresorom, teda
yt = Φ1X1t

(

1 − G(zt, γ1, r1)
)

+ Φ2X2t

(

G(zt, γ2, r2) − G(zt, γ3, r3)
)

+ . . .

+ΦmXmt

(

G(zt, γm−1, rm−1) − G(zt, γm, rm)
)

+ εt, (16)a de�nujme regresor v j-tom reºime,
Xj,t = (1, y′

t−1, . . .y
′
t−pj

, x′
t−1, . . .x

′
t−qj

)′, j = 1, 2, . . .m, (17)kde xt symbolizuje l-rozmernú exogénnu premennú, pj je rád endogénnej a qj exogén-nej regresie, potom Kj = kpj +lqj +1 je rozmer regresoru Xj,t. Po£et nj observáií vkonkrétnom reºime nemusí by´ nutne prirodzené £íslo, ide sk�r o váhu (∑m
j=1 nj = n)de�novanú ako nj =

∑

t ∆Gj,t s ∆Gj,t = Gj−1,t − Gj,t, kde Gj,t = Gj(zt, γj, rj) jeprehodová funkia zodpovedajúa j-temu reºimu, G0,t = 1 a Gm,t = 0. Potom Sh-warzovo informa£né kritérium selekie k-rozmerného m-reºimového STAR modelu
yt =

m
∑

j=1

ΦjXj,t∆Gj,t + εt (18)moºno zapísa´ ako
BIC(p, q) =

m
∑

j=1

(

nj ln |Σ̂j | + ln(nj)kKj

)

, (19)kde p = (p1, . . . pm), q = (q1, . . . qm), a
Σ̂j =

1

nj

∑

t

(yt − Φ̂jXj,t)(yt − Φ̂jXj,t)
′∆Gj,tje odhad kovarian£nej matie reziduí. �al²ie informa£né kritériá, lí²iae sa iba pe-naliza£nou funkiou (napr. AIC alebo HQIC), sa vypo£ítajú podobným sp�sobom.Pre úplnos´ dodajme, ºe odhad parametrov θ = (Φ, γ, r), kde Φ = (Φ1, . . .Φm),

γ = (γ1, . . . γm−1), r = (r1, . . . rm−1) sa vykoná minimalizáiou stopy kovarian£nejmatieΣ(θ) =
∑

t(yt−ΦX t)(yt−ΦX t)
′, kde X t(γ, r) = (X ′

1,t∆G1, . . .X
′
m,t∆Gm)′a ∆Gj je opä´ funkiou parametrov (γj , rj). Jeden sp�sob je pouºi´ priamo neline-árnu metódu najmen²íh ²tvorov

θ̂ = argmin
θ

Tr (Σ(Φ, γ, r)) ,10



ktorá je v²ak najmä v¤aka parametru γ výpo£tovo náro£ná a nestabilná, alebopouºi´ metódu podmienenýh odhadov, kde sa klasikou lineárnou MN� odhadujúparametre Φ závisle na pevnýh hodnotáh γ a r.Alternatívou k výberu modelu pod©a stopy, resp. determinantu kovarian£nejmatie reziduí m�ºe by´ porovnanie strednej predpovednej hyby pomoou modi�-kovaného Diebold-Marianovho testu pod©a [13℄, v ktorom tzv. "loss di�erential" voviarozmernom prípade navrhujeme v tvare L2-normy vektora hýb predpovedí vadekvátnej £asovej vrstve.Horeuvedené postupy boli pouºité aj v nami vytvorenom súbore programovýhnástrojov pre vybudovanie STAR modelov, ako metóda odhadu parametrov je pou-ºitá druhá zo spomínanýh, teda podmienená. Popis programu je uvedený na konikapitoly.3.2 Spolo£ný trend a sezónna zloºka
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Obrázok 2: �asové rady GPS pozorovaní polohy bodu na permanentnej staniiBOR1 s lineárnym trendom a sezónnou zloºkou, v jednotkáh [mm/de¬℄.Vo vlastnom experimente sme pouºili dvojrozmerný £asový rad observáií hori-zontálnej polohy bodu a na základe presnosti modelovania 1-krokovýh predpovedíporovnávali 3 modelovaie metódy: 1) beºne pouºívaný jednorozmerný AR model,2) dvojrozmerný VAR a napokon 3) jednorozmerný AR aplikovaný na £asové rady,ktoré vznikli dekompozíiou yt na zloºku obsahujúu spolo£né deterministiké vlast-nosti p�vodnyh radov a zloºku, ktorá ih neobsahuje. Dekompozíia je v podstatetransformáia z jedného súradniového systému do druhého, v prípade trendu do-staneme súradnie v novom systéme z yT
t = (w2, v1)

′yt, prvá zloºka nesie dlhodobúpamä´ a druhá predstavuje ekvilibrium. V prípade deterministikej sezónnosti do-stávame transformáiu yS
t = (u2, u1)

′yt, z ktorej podobne yS
1t nesie plnú informáiu osezónnom prejave generujúeho proesu, yS

2t ºiadnu. Namodelované predpovede bolitransformované naspä´ do systému p�vodneho £asového radu a z takýhto vypo£í-taná stredná predpovedná hyba MSPE. Postup sme odskú²ali na dvojro£nom £aso-vom rade s denným rozostupom a sezónnou zloºkou modelovanou trigonometrikýmpolynómom (Obr.2), aj na 43 dní dlhom £asovom rade trojhodinovýh GPS rie²ení s�smimi umelými sezónnymi premennými. V oboh, pri zahovaní rovnakého po£tuparametrov vo v²etkýh porovnávanýh lineárnyh modeloh, vy²li stredné hybypredpovedí transformovanýh £asovýh radov výrazne lep²ie (o 5% aº 11% men²ie)ako MSPE p�vodnýh, ²tatistiký rozdiel potvrdil aj Diebold-Marianov test. NaObr.3 sú vykreslené predpovede popri skuto£nýh hodnotáh £asového radu.11
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Obrázok 3: Skuto£né hodnoty £asového radu a predpovede (£iarkovane) v £ase 694+
t, [mm/de¬℄.3.3 Modelovanie závislosti pomoou kopúlV predkladanej prái sa zameriavame aj na objasnenie základnej idey kopúl afundamentálnyh tehník odhadu jednoparametrikej triedy Arhimedovskýh ko-púl, ktoré sú v¤aka jednoduhej kon²trukii, nieko©kým dobrým vlastnostiam a roz-manitosti ²iroko pouºívané. Klasikú neparametrikú a semiparametrikú metóduodhadu sledovaného parametra kopule porovnávame so sp�sobom odhadu pomoounelineárnej regresie a empirikej kopule, ktorý je univerzálnej²í, i ke¤ výpo£tovopodstatne náro£nej²í.Okrem toho v prái navrhujeme spresnenie modelu závislostí ez konvexnú kom-bináiu dvoh kopúl C1, C2,

Cα(u, v) = αC1(u, v) + (1 − α)C2(u, v), (20)kde u = F (x) a v = G(x). Ide o jednoduhú a praktiky dobre interpretovate©núkon²trukiu parametrikej triedy kopúl. Vy²etrením vlastností moºno ©ahko ukáza´,ºe Cα je naozaj kopula. Výrazné zlep²enie v popísaní reálnyh dát takouto kopu-lou oproti jednoparametrikým dokladujeme porovnaním sú£tu ²tvorov reziduí z�tovania na empirikú kopulu.3.4 Výstavba modelu s programom v systéme MathematiaSú£as´ou dizerta£nej práe je aj súbor výpo£tov v systéme Mathematika rozde-lený do ²tyroh praovnýh hárkov ("notebookov"):1. Výstavba dvojreºimovýh modelov s aplikáiou najprv na umelo generovanédvojrozmerné TAR-nelineárne staionárne £asové rady a podrobným popisompredbeºnej analýzy, testovania £asovýh radov, ²pei�káie a vyhodnoteniamodelu. Následná aplikáia na reálne £asové rady GPS pozorovaní je podanáv uelenom súhrne.2. Lineárne modelovanie dvojrozmernýh nestaionárnyh £asovýh radov obsa-hujúih deterministiký trend a deterministikú sezónnu zloºku. Na základepresnosti predpovede sú porovnávané tri základné prístupy: (a) dvojrozmernýVAR model, jednorozmerný AR model aplikovaný na (b) p�vodné a () trans-formované £asové rady so segregovanými deterministikými zloºkami.3. De�níie (zdrojový kód) v²etkýh výpo£tovýh funkií pouºitýh v predo²lýhdvoh hárkoh. V takejto podobe sa funkie musia pred pouºitím vyhodnoti´12



manuálne po na£ítaní potrebnýh balíkov systému Mathematia. Jednoduh-²ia alternatíva je spusti´ zapuzdrenú ("balíkovú") formu, ktorá sa dá stiahnu´z autorovej webstránky www.math.sk/baigal/homepage/researh_sk.html.4. Analýza závislostnej ²truktúry vektorovej náhodnej premennej. V troh sek-iáh je uvedený �tovaí algoritmus troh jednoparametrikýh Arhimedov-skýh kopúl na reálne dáta, ¤alej uvaºujeme lineárne roz²írenie na trojpara-metrikú kopulu a nakonie je uvedený výpo£et ²tandardnýh odhyliek od-hadu parametrov z neparametrikej a semi-parametrikej metódy.V nasledujúih odstavoh popí²eme poteniál vyuºitia programovýh rutín vkonkrétnej fáze modelovania £asovýh radov. Detailnej²ie informáie sa dajú získa´priamo z poznámok v notebookoh. Poznamenajme e²te, ºe pomenovanie namide�novanýh funkií sa riadi podobným prinípom ako názvy vstavanýh funkií stým rozdielom, ºe za£ína malým písmenom f.Predbeºná analýza, lineárne modelovanie
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Obrázok 4: Zhora BIC, HQIC a AIC pre výber rádu AR modelov a VAR modeluNotebooky sa vo v²eobenosti za£ínajú úvodnými nastaveniami, na£ítaním balí-kov a súborov údajov, nasleduje predbeºná analýza vykreslením sériovýh koreláiía spektrálnyh hust�t. Pre nájdenie rádu lineárnyh AR alebo VAR modelov sapomoou Levinson-Durbinovej proedúry (balík TimeSeries) vypo£ítajú AIC, BICa HQIC (Obr.4). Alternatívne poskytujeme roz²írenie tejto proedúry aj o po£í-tanie s exogénnymi £asovými radmi. Ak je £asový rad nestaionárny v d�sledkudeterministikýh zloºiek, menovite polynomiký trend (kon²tantný, lineárny, kvad-ratiký...) alebo sínusové vlny, a splnenie podmienky staionarity je nevyhnutné pre¤al²ie spraovanie, funkia fDeterministisRemoval urobí dekompozíiu a vrátireziduá. Regresia nepravidelnej sezónnej zloºky, yklikej zloºky a autoregresia sadá urobi´ ez regresor a fΦ.Premenlivé reºimyK dispozíii sú dva testy linearity, fTsayLTest pre testovanie oproti alternatíveskokového prehodu a fLMtypeLTest oproti alternatívnemu modelu so spojitým pre-hodom (bu¤ logistikým alebo exponeniálnym). Obe funkie umoº¬ujú zapojenieagrega£nýh operátorov (niektoré sú predde�nované v fAggregationOperator) ajexogénnyh premennýh, výstupom je testovaia ²tatistika a stupne vo©nosti χ2rozdelenia, ktoré sú pomoou fChiSquarePValue prevedené na p-hodnotu. Ak tes-tujeme ez mrieºku vstupnýh parametrov (rád autoregresie p, q a maximálne one-skorenie d), fArgMinTensor nájde najmen²iu p-hodnotu a príslu²né parametre.13



Odhad modelu s premenlivými reºimami je úlohou fConditionalRegimeSwith-ing. Ako názov prezrádza, je pouºitý klasiký lineárny odhad MN� (podmienenýpevnými hodnotami oneskorenia d, prahovej hodnoty r a parametra hladkosti pre-hodu γ) namiesto nelineárneho odhadu v²etkýh neznámyh parametrov v jed-nom kroku. Funkia má sedem argumentov, umoº¬uje vstup endogénnyh i exo-génnyh premennýh do regresie, tieº ih minulýh hodn�t, ktorýh £asový posunmoºno ©ubovo©ne zada´, £i uº pomoou maximálnej hodnoty (rádu) alebo vymeno-vaním, pre kaºdú premennú zvlá²´ i pre v²etky spolu, pre v²etky reºimy naraz i prekaºdý zvlá²´. Parametre (d, r, γ) tvoria piaty argument, bu¤ ako zoznam diskrét-nyh hodn�t, alebo rovnomerná postupnos´ daná hraniami a krokom. Tu sa zídefThresholdRange, ktorá z entrálneho pásu indika£nej premennej vyberie postup-nos´ prahovýh hodn�t (Obr.5a). Ak uprednost¬ujeme skokový, nespojitý prehodmedzi reºimami, sta£í vyneha´ hodnoty γ zo zoznamu parametrov. Posledný argu-ment ur£uje elkové zameranie funkie a m�ºe obsahova´ ¤al²ie vstupné údaje. Jehoprvý element slúºi ako prepína£ medzi módmi (vysvetlenie niº²ie), medzi logistikoua exponeniálnou prehodovou funkiou, a medzi volbami kon²trukie indika£nej pre-mennej. Druhý element nesie meno agrega£ného operátora a tretí pokrýva potrebyjednotlivýh módov. Mód funkie fConditionalRegimeSwithing nie je ni£ iné akokonkrétna úloha, ktorú má vykona´, a výstup, ktorý má vráti´. V sú£asnej verzii jedostupnýh 5 módov (výstupov): 1) suma ²tvorov reziduí ako stopa kovarian£nejmatie, 2) odhad matie neznámyh parametrov Φ̂, reziduí ε̂t a ih kovarian£nejmatie Σ̂, 3) AIC a BIC kritériá výberu, 4) skuto£né hyby predpovedí a nakonie5) predpovede. Chyby predpovedí sú po£ítané na vzorke useknutej z kona modelo-vaného £asového radu, jej d¨ºka musí by´ zadaná spolu s horizontom predpovedí apo£tom Monte Carlo yklov. Ak heme predpovede z regresie, do ktorej vstupujúexogénne premenné, tieto musia by´ dopredu vygenerované a uvedené vo vstupohfunkie.
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a) b)Obrázok 5: a) Rozsah prahovýh hodn�t. b) Výsledok módu 1 podmieneného od-hadu (suma ²tvorov reziduí, vrstva d = 1).Výsledky sú ²trukturované ako vnorené listy pod©a poradia parametrov d, r1, . . .

rm−1, γ1, . . . γm−1 (v prípade m reºimov), hodnoty parametrov sú umiestnené vdruhej £asti výstupu. Pre módy 1) a 3) funkia fArgMinTensor preh©adáva prvú £as´výstupu a vráti parametre prislúhajúe globálnemu minimu. Tie potom vstupujúdo módu 2) a výsledok je podrobený testu zvy²kovýh koreláií (fPortmanteauTest)a linearity (fResidualTest). Umiestnenie minimálnej hodnoty vo výsledku prvého atretieho módu je dobré vy²etri´ aj vizuálne (Obr.5b) pre prípad, ºe nájdené globálneminimum nezodpovedá interpretáii modelu alebo jeho hodnota nie je dostato£ne14



signi�kantná.Porovnanie presnosti predpovedíShopnos´ modelov postihnú´ priebeh veli£iny aj mimo modelovaný úsek m�ºmevyhodnoti´ napr. zostavením "hitparády". Pomoou fMeanXPreditionError-Hitparade je pozíia jednotlivýh modelov priamo ur£ená ih dosiahnutou MSPE,MAPE alebo inou mierou úspe²nosti �tovania. Naproti tomu fDieboldMariano-Hitparade najprv ²tatistiky testuje rovnos´ predpovednej presnosti dvojí modelov,zostaví tabu©ku priebeºného skóre a napokon vráti poradie, v ktorom m�ºe jednupozíiu obsadi´ i via ako jeden "sú´aºiai". Vstupom pre obe funkie sú hybypredpovedí a tzv. "loss"funkia, ktorá spraováva hyby predpovedí v jednotlivýh(£asovýh) vrstváh predtým, neº sa zosumujú a podelia po£tom. Diebold-Marianovtest navy²e vyºaduje vstup horizontu predpovedí a hladinu významnosti.Odhad parametrov kopuleProgramové rutiny v poslednom notebooku nepotrebujú ve©mi komentár, na-ko©ko pozostávajú z jednoduhýh príkazov a vstavanýh funkií. Zaujímavým m�ºeby´ porovnanie £asu potrebného na zbehnutie jednotlivýh metód, poskytovanéhofunkiou Timing. Najzd¨havej²ia proedúra je bezkonkuren£ne generovanie empiri-kej kopule s elkovým £asom okolo pol hodiny na 1GHz po£íta£i. Toto je zjavne jedenz hlavnýh nedostatkov systému Mathematia, ktorý v efektívnosti narábania s ve©-kým mnoºstvom údajov nedokáºe konkurova´ programom priamo písaným napr. vjazyku C. Sila "po£íta£ového algebrového systému" Mathematika stojí sk�r vo vý-bornom pomere univerzálnosti vyuºitia ku jednoduhosti programovania, zvlá²´ napoli symbolikého návrhu experimentov.O program na �tovanie kopúl prejavil záujem aj zahrani£ný kolega z Universityof Delaware, proedúry na výstavbu modelov s premenlivými reºimami v sú£asnostiuº pouºíva nieko©ko ²tudentov tretieho stup¬a vysoko²kolského ²túdia na Stavebnejfakulte STU a Prírodovedekej Fakulte UK v Bratislave v ih aplikovanom výskume,a ²tudent magisterského ²túdia FMFI UK ku závere£nej diplomovej prái.Perspektívy ¤al²ieho výskumuAnalýza £asovýh radov je neustále sa rozvíjajúa disiplína ²tatistiky, mnohéz problémov na£rtnutýh v dizerta£nej prái £akajú na seriózne matematiké pod-loºenie, iné si ºiadajú praktiký d�kaz ih vyuºitelnosti v aplikáiáh tehnikýha spolo£enskýh vied. V na²om ¤al²om výskume vidíme priestor pre dosiahnutienasledovnýh ie©ov:- implementova´ ¤al²ie moºnosti roz²írenia modelov s premenlivými reºimamido troh a via reºimov a s aplikovaním novýh tried agrega£nýh operátorov;- modelova´ spolo£nú nelinearitu a skúma´ prítomnost spolo£nýh prvkov v re-ºimoh; 15



- porovna´ efektívnos´ tehník na �tovanie viaparametrikýh kopúl, preskú-ma´ praktiké vlastnosti tzv. Arhimax kopúl modelujúih nesymetriké zá-vislosti náhodnýh premennýh;- nájs´ rozumné aplikáie v geodézii a príbuznýh vedáh v zmysle interpretáiedosiahnutýh výsledkov;- sprístupni´ program aj pre inýh ako pouºívate©ov komer£ného systému Mat-hematia, konkrétne prevedením kódu do podoby webaplikáie alebo niekto-rého z vo©ne ²írite©nýh programovaíh platforiem (napr. R alebo jazyk C)Zoznam publikáií a itáiíV1 Baigál, T.: Multivariate Threshold Autoregressive Models in Geodesy, Jour-nal of Eletrial Engineering 12/S, vol. 55, 91�94 (2004).
• Komorník, J., Komorníková, M.: Appliation of aggregation operators inregime-swithing models for multiple exhange rates, Pro. IPMU 2006
• Komorník, J., Komorníková, M.: Appliations of regime-swithing modelsbased on aggregation operators, prijaté do KybernetikaV2 Baigál, T.: Modeling point's position time series with respet to ommontrend, Zborník príspevkov konferenie PRASTAN, Bratislava, 5�10 (2004).V3 Baigál, T., Komorníková, M.: Modelling point's position time series in thelight of ointegration, Proeedings of INGEO 2004 (CD-ROM edition), Brati-slava (2004).V4 Baigál, T., et al.: Variane omponents estimate in 2D geodeti network,Proeedings of INGEO 2004 (CD-ROM edition), Bratislava (2004).V5 Baigál, T.: Testing for Common Deterministi Trends in Geodeti Data,Journal of Eletrial Engineering 12/S, vol. 56, 115�118 (2005).V6 Baigál, T.: Modelling Relationship Using Arhimedean Copula: An Introdu-tion to Experimental Study, Proeedings of MAGIA 2005, Bratislava, 60�72(2005).V7 Baigál, T.: Fitting Arhimedean opulas to bivariate geodeti observations,Proeedings of APLIMAT 2006, Bratislava, 519�527 (2006).V8 Baigál, T., Komorníková, M.: Fitting Arhimedean opulas to bivariate geode-ti data, Proeedings in Computational Statistis COMPSTAT 2006, Rome,Physia-Verlag Heidelberg, Springer, 649�656 (2006).V9 Baigál, T.: Multivariate LSTAR in geodesy, Journal of Eletrial Engineering12/S, vol. 57, 115�118 (2006).V10 Baigál, T.: Multivariate smooth transition AR model with aggregation ope-rators and appliation to exhange rates, aepted to Kybernetika (2007).16
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SummaryMultivariate modelling methods ount doubtlessly among the modern appro-ahes in time series proessing, allowing us to apture wider area of ausalities thatare of our interest. Supported by powerful data olleting tehnologies suh as GPS,we are able to model relations of time spae entities, namely the varying geometrialpositions of points. They re�et proesses that interat loally, regionally and glo-bally. In the thesis, we have presented several known methods and proposed somenew methods for multivariate time series modelling, as listed below.In terms of partiular appliation, we onentrated on permanent GPS obser-vations, that serve for regular monitoring of the Earth's rust kinematis (and forother researh purposes). The time series of north and east horizontal oordinateslearly show the long-term drift of Eurasian tetoni plate as linear deterministitrend, whih is ommon to every point in the area. Besides this, the time seriesvisibly re�et other e�ets (e.g., deterministi seasonality), either as a ommon oras a unique feature. They an be and partly they were distinguished from eah otherby the methods of multivariate modelling as proposed in this thesis.The work on the thesis brought several ontributions both to theoretial andpratial aspets of time series analysis.First, the thesis has good informative value due to summarizing the reent met-hods in multivariate ontext.Seond, we have proposed new extension to regime-swithing models when trans-ition variable is determined by aggregation operators. Thanks to variety of suhoperators, usefulness of this approah is appreiable as it gives more freedom to �tone's empirial feeling without any loss of reliability. The extension auses no limi-tation to properties of the nonlinear models so the familiar testing and parameterestimation proedures apply as shown in a standalone setion.Third, a more general formula has been derived for Akaike and Shwarz in-formation riteria used to hoose the orret order of VAR in individual regimes.The generalisation allows omputer aided modelling to enompass vetor variable,arbitrary transition funtion and regime varying order of autoregression in singleproedure.Fourth, we extend the (modi�ed) Diebold-Mariano test to multivariate ase as -to our best knowledge - no suh attempt has been published so far.Fifth, in experimental part of thesis we have shown that investigating ommonfeatures an signi�antly improve foreast auray of linear models. Improvementin �t is ahieved also in using linear onvex ombination of two opulas, whih an beonsidered as very easy and e�etive way of onstruting multi-parametri opulas.This approah is brand new to opula theory.At last, the omplete soure ode is available in appendix for the main modellingroutines, that is nonlinear model spei�ation, ointegration and ommon seaso-nality detetion and transformation, nonparametri and semi-parametri �tting ofArhimedean opula ompared to more universal nonlinear least squares based �tapproah. All the routines are oded in omputer algebra system Mathematia, pro-perly supplied with desription to help pratitioners easily implement their spei�ideas. The opula �tting program has already been requested from abroad for app-19



liation in ivil engineering while routines for modelling nonlinearity are nowadaysused by several postgradual students from Slovakia in their researh.Among all mentioned modelling proedures, our prime attention was paid tothe largest algorithm enapsulated to funtion fConditionalRegimeSwithing. Itfouses on onditional estimation of general STAR model parameters and allowsone to set variety of input options aording to partiular problem, e.g., inlusionof exogenous variables, regime spei� AR orders, number of regimes, parametersgrid, transition and aggregation funtions, number of foreast steps and Monte-Carlo yles. As output - besides parameters estimation and foreasting - it o�ersthe measures for model seletion based on both in-sample (sum of squared residuals,information riteria) and out-of-sample �t (foreast errors).Basially, the whole work is tried to be elaborated keeping in mind the bestpossible universality thus allowing wide appliability in pratie and onvenient im-plementation into omputer languages, for instane either as web-based appliationaessible on Internet or loally exeutable programme built from C soure odeexport.
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